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Resumo

Uma dificuldade no processo de identificacdo de sistemas € obter a melhor ordem de um mo-
delo matematico. Como a melhor ordem para os modelos ndo é antecipadamente conhecida,
torna-se necessario desenvolver critérios a fim de escolher dentre as ordens possiveis, a ideal.
Com objetivo de introduzir uma solucéo para este problema é demonstrado um novo método
chamado Método de Andlise dos Autovalores (MAA). O MAA é utilizado, nesta dissertacdo,
para verificar a existéncia do sobredimensionamento da ordem de um modelo linear e para de-
terminar o nimero de atrasos de saida de uma rede neural por meio do principio da analise
dos autovalores. Para elaboracdo do método, uma investigacao entre a ordem do modelo e a
posicdo dos autovalores foi realizada. Como resultado, quando a ordem é sobredimensionada,
pelo menos um autovalor aparece no lado esquerdo do plano Z, se a massa de dados utilizada é
livre de ruido. Em modelos lineares, os resultados desta investigacdo sugerem a integracao do
MAA com os métodos baseados no critério de informacéo, melhorando o desempenho na deter-
minacdo da ordem, principalmente quando os dados utilizados estdo contaminados com ruido.
Para modelos neurais, o desempenho do MAA foi testado utilizando dados obtidos de um pro-
cesso térmico e dados simulados a partir de um caso tedrico. O MAA indicou corretamente o
numero de atrasos de saida da rede neural em ambos 0s casos.



Abstract

A difficulty in the identification systems process is to get the best order of a mathematical
model. As the best order to the model is not beforehand known it is necessary to develop
criteria to choose from the possible orders, the ideal. To introduce a solution to this problem a
new method called Eigenvalue Analysis Method (MAA) is demonstrated. In this dissertation,
the MAA is used to verify the existence of the linear model oversizing and to determine the
output delays’ number of a neural network by the eigenvalues analysis principle. To method’s
elaboration it was done an investigation between model order and the eigenvalues position. As a
result, at least an eigenvalue appears at the left side of the Z plan when the order is oversizing, if
the data used is noise free. In linear models, the results of this investigation suggest integrate the
MAA with information criterion methods, improving performance in the order determination,
mainly when the data used are contaminated with noise. To neural models, the performance
of the MAA was tested using data obtained from a thermal process and simulated data from a
theoretical case. The MAA correctly stated the output delays’ number of a neural network in
both cases.
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Capitulo 1

Introducao

O processo de identificacdo de um sistema nada mais é do que a utilizacdo de técnicas de mode-
lagem cujo objetivo maior é aproximar um determinado modelo matematico do comportamento
dindmico de um sistema real. O processo de identificacdo consiste de cinco etapas fundamentais
(Reimbold et al., 2007):

i) Coleta de dados

i) Representacdo matematica a ser usada
iii) Determinagdo da estrutura
iv) Estimacéo dos pardmetros

v) Validagdo do modelo estimado

Para a coleta de dados destaca-se a escolha ideal do tempo de amostragem, pois em diversas
aplicacGes cientificas e tecnoldgicas faz-se necessario registrar variaveis continuas de forma
discreta no tempo.

A representacdo matematica a ser utilizada € muito importante no processo de identicacdo de
sistemas. Nesta etapa é escolhido o tipo de modelo a ser utilizado, seja ele linear ou nao-linear.

Os métodos de determinacdo da estrutura consistem na obtencdo do nimero de parametros a
serem estimados com o intuito de descrever a dindmica do sistema.
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A estimacao de parametros é um procedimento numeérico que determina os valores dos parame-
tros do modelo, desconhecidos e nao-observaveis. Apds encontrar os valores dos parametros,
aplicam-se métodos de validacdo de modelos, com o objetivo de qualificar o desempenho do
modelo estimado. Estes métodos baseiam-se, por exemplo, na comparacao entre a resposta real
do sistema e aquela obtida por meio do modelo.

A escolha da ordem de um modelo aparece como um compromisso entre a capacidade de re-
presentacdo das dindmicas do sistema e a simplicidade do modelo que representa um menor
esforco computacional para os algoritmos de estimagdo. Com os métodos de selecdo de ordem
é possivel julgar se o incremento na ordem do modelo traz uma contribuicdo significativa na
capacidade de representar o sistema real (Haber e Unbehauen, 1990). E importante destacar
que para modelos lineares é utilizado a nomenclatura “ordem” para representar o nimero de
atrasos de saida do modelo.

A escolha de uma ordem muito baixa resulta em uma estimativa espectral excessivamente
suavizada, subdimensionada !, enquanto a escolha de ordens excessivamente elevadas aumenta
a resolucdo e introduz detalhes espUrios no espectro, sobredimensionada 2 (Kay, 1987).

1.1 Relevancia

Para modelos lineares existem diversos estudos de métodos para estimacdo de ordem de um
modelo, sendo que os mais conhecidos sdo 0s métodos baseados em critérios de informacéo.
Estes métodos surgiram na década de 70 e até hoje sdo objetos de estudo.

Estes estudos buscam aprimorar os resultados obtidos pelos critérios de selecdo de ordem sub-
metidos a diferentes valores de relacdo sinal/ruido (SNR) e diferentes quantidade de amostras
fornecidas para identificagdo do modelo. (Shi e Tsai, 2001; Shi e Tsai, 2004; Xiau e colegas,
2001)

No trabalho proposto por Shi e Tsai (2004) foi utilizado o Critério de Informagdo Residual
(RIC). Este critério pode ao mesmo tempo determinar variaveis de regressdo e ordens auto-
regressivas.

Stoica e colegas (2004) demonstraram que a implementacdo do Teste Generalizado da Relagéo
de Verossimilhanca, do inglés Generalized Likelihood Ratio Test (GLRT) é equivalente aos
métodos baseados em critérios de informacao.

1Subdimensionada: Quando se estima uma ordem menor que a ordem do sistema original
2Sobredimensionada: Quando se estima uma ordem maior que a ordem do sistema original
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Feil e colegas (2004) desenvolveram um novo método que utiliza um algoritimo de Falsos Vizi-
nhos, do inglés False Nearest Neighbors (FNN) para estimacdo da ordem de modelos lineares e
ndo-lineares. O método proposto utiliza uma matriz de covariancia dos autovalores para estimar
a estrutura do modelo.

Xiao e colegas (2005) introduziram um critério de selecdo de ordem chamado Erro de Predicdo
de Sinal (SPE) para a identificagdo de um modelo de regressao linear. Nesse artigo foi demons-
trado que o método SPE depende muito do valor da relagdo sinal/ruido (SNR) e depende menos
do nimero de amostras. Entdo, foi proposto um melhoria do método para aumentar a robustez
a relacéo sinal/ruido (SNR), chamado SPE”.

Al-Smadi e Al-Zaben (2005) demonstraram uma nova abordagem baseada na deteccédo de ex-
tremidade para estimar a ordem de modelos ARMA de processo € apresentado. O método
proposto realiza deteccdo de extremidade para seleccionar a ordem ideal de modelos ARMA,
extraindo dados de contornos de uma matriz covariancia derivada da sequéncia de dados obser-
vados.

Thanagasundram e Schlindwein (2006) demonstraram uma regra pratica para determinar a or-
dem de modelos AR através da analise de espectro dos dados de maquinas giratorias.

Palaniappan (2006) propds o uso de algoritimo genético junto com Fuzzy ARTMAP para sele-
cionar a ordem apropriada de modelos AR. Resultados satisfatorios foram obtidos em sinais de
eletroencefalograma.

Quinlan e colegas (2007) demonstram um método de selecdo de ordem que traz uma boa per-
formance mesmo com o baixo nimero de amostras. E demonstrado que, para ruido gaussiano
branco e com baixo nimero de amostras é possivel, através do perfil dos autovalores do ruido
ordenado, selecionar a ordem do modelo.

Quando o modelo é ndo-linear sdo poucas as ferramentas para selecdo de ordem. Korenberg
(1985) propos a aplicagdo de uma taxa de reducdo do erro, ERR (Error Reduction Ratio). Esta
estratégia permite a deteccdo de quais parcelas do modelo sdo mais relevantes para serem in-
cluidas e quais podem ser consideradas despreziveis.

Fogel (1991) aplicou o método AIC modificado para selecionar a melhor rede, contudo o
método é complexo e pode apresentar resultados imprecisos. Lin e colegas (1997) apresenta
um algoritimo baseado em poda (pruning) que pode ser aplicado na determinacdo do niumero
de atrasos da saida de uma rede neural. Esse método apresentou bons resultados para uma estru-
tura de modelo recorrente de entrada-saida. Embora ndo foi encontrado trabalhos recentes para
selecdo de ordem de modelos neurais a selecéo de estrutura vem sendo discutida. (Rovithakis e
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colegas, 2004; Ghiassi e colegas, 2005; Sorjamaa e colegas, 2005; Dyrholm e colegas, 2006)

Em Santos (2003) pode ser verificado a utilizagdo do método da razdo entre determinantes para
sistemas de Hammerstein (ndo-Linear).

Kim e colegas (2005) apresentaram uma nova verséo do AIC para sele¢éo de ordem de modelos
ndo-lineares. Lombardini e Gini (2005) investigaram alguns prolemas implantando métodos
de critérios de informacdo baseados em autovalores para modelos ndo-lineares. Janos Madér e
colegas (2005) propuseram um novo método para selecdo de estrutura de modelos nao-lineares,
na qual utiliza programacao genética para gerar modelos ndo-lineares de entrada-saida. O
método proposto resulta em modelos robustos e interpretaveis.

1.2 Delimitacao

Nesta dissertacdo € proposto um método que faz parte da selecao de estrutura. Trata-se de um
novo método para selecdo de ordem chamado Método de Analise dos Autovalores (MAA) que
utiliza da analise dos autovalores para selecdo de ordem de modelos lineares e ndo-lineares e
para reduzir a tendéncia de sobredimensionamento de ordem apresentada por outros métodos
de selecdo de ordem. Ao contrario dos métodos de selecdo de ordem destacados neste capitulo
que possuem sua aplicacdo limitada a uma representacdo matematica especifica, 0 MAA pode
ser utilizado para diversas representacdes matematicas, linear ou nao-linear.

Uma aplicacdo importante do MAA ¢é a possibilidade de utilizagdo em conjunto com outros
métodos de selecdo de ordem com objetivo de evitar o sobredimensionamento da ordem dos
modelos estimados. Em modelos lineares foi sugerido a integracdo do MAA com 0s métodos
baseados no critério de informacdo, melhorando o desempenho na determinacdo adequada da
ordem, principalmente quando os dados utilizados estdo contaminados com ruido.

1.3 Apresentacao do trabalho

Esta dissertacdo estd organizada em seis capitulos da seguinte forma:

Capitulo 2: Fundamentacao Teérica. Este capitulo apresenta uma revisdo bibliografica das
teorias utilizadas neste trabalho com intuito de auxiliar o leitor no entendimento dessas teorias.

Capitulo 3: Método de Analise dos Autovalores: Consideracdes Preliminares. Neste capi-
tulo é apresentado um estudo cujo objetivo é demonstrar a relacdo entre os autovalores com a
ordem do modelo. E demonstrado o procedimento adotado pelo MAA para selecdo de ordem
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de modelos lineares e apresentado uma comparacéo dos resultados obtidos pelo MAA com 0s
resultados obtidos pelos métodos baseados em medidas de informacao.

Capitulo 4: Método de Analise dos Autovalores em redes neurais. Neste capitulo, é apre-
sentado um procedimento para determinagdo dos autovalores de modelos neurais recorrentes
de entrada-saida e demonstrado o procedimento adotado pelo MAA para selecdo de atrasos de
saida dos modelos neurais recorrentes de entrada-saida.

Capitulo 5: Aplicacao do método de analise dos autovalores para modelos neurais recor-
rentes de entrada-saida. Este capitulo apresenta a aplicacdo do MAA em dois sistemas, sendo
um sistema simulado e outro real. O objetivo é demonstrar a eficiéncia do MAA na selecdo de
atrasos de saida em modelos neurais recorrentes.

Capitulo 6: Conclusao. Neste capitulo é demonstrado consideracdes finais a respeito do tra-
balho e sugestdes para trabalhos futuros.



Capitulo 2

Fundamentacao Teorica

Para o desenvolvimento desta dissertacdo foi necessario fazer uma revisao de varias teorias rela-
cionadas a identificacéo de sistemas, sendo que um breve resumo destas teorias sao apresentadas
neste capitulo.

2.1 Tempo de Amostragem

A maioria dos sistemas reais sao processos continuos no tempo. Em diversas aplicacdes €
necessario registrar variaveis continuas de forma discreta no tempo. O periodo entre duas
amostras é chamado de periodo ou tempo de amostragem, T,.

Para que um sinal amostrado retenha alguma das caracteristicas fundamentais do sinal original,
€ necessario que o tempo de amostragem seja suficientemente curto. Porém, o efeito do uso de
taxas de amostragem muito alta resultam:

e Reducéo da capacidade computacional.
e Problemas de instabilidade numérica.
e Estimacdo de parametros podera se tornar mal condicionada.
A transmissao digital de sinais também passa pelo mesmo processo de amostragem e codifi-

cacdo, porém é importante que o sinal original possa ser reconstruido, a partir do digital trans-
mitido. Torna-se entdo imperativo saber a frequéncia de amostragem do sinal para que, uma vez
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discretizado®, se possa reconstrui-lo a partir de suas amostras coletadas, conforme demonstrado
na Figura 2.1.

Transmisséao

Sinal a ser Sinal recebido
- AID}pb—m D/A
Transmitido
Amostragem e Decodificagcédo e
codificacéo reconstrucéo

Figura 2.1: Transmisséo e recuperagdo de sinais

O teorema de Shannon diz que um sinal que ndo contenha componentes de frequéncia acima
de 1/2T, pode ser determinado unicamente a partir de amostras de tal sinal separados por T,.
Na prética, a frequéncia de amostragem € normalmente escolhida entre 5 a 10 vezes maior do
que a maior frequéncia de interesse contida nos dados, e ndo apenas 2 vezes maior (chamada de
frequéncia de Nyquist), como exigido pelo teorema de Shannon. Porém, o critério de se escolher
a frequéncia de amostragem 5 a 10 vezes maior que a frequéncia de interesse nem sempre
ajuda muito, uma vez que o conhecimento de tal frequéncia pode ndo existir a priori. Outra
dificuldade é que, em muitos casos, sera desejado verificar se um sinal previamente amostrado
foi obtido com um tempo de amostragem satisfatorio.

Um critério simples que tem dado uma boa indicacdo da frequéncia de amostragem e utilizada
em diversas situacdes reais € apresentado abaixo.

e Em primeiro lugar, assume-se que um sinal y*(k) tenha sido registrado utilizando-se um
tempo de amostragem muito pequeno, ou seja, muito menor do que o necessario. Em
tais casos € comum dizer que o sinal encontra-se amostrado. A questdo passa a ser a
definicdo de uma taxa pela qual o sinal observado y*(k) sera decimado de forma a gerar
o sinal de trabalho y(k), devidamente amostrado. Ou seja, deseja-se determinar A €
IN de forma que y(k) = y*(AKk). Para fazer isto, sera necessario verificar o grau de
correlacéo (redundéncia) entre observagdes adjacentes do sinal y*(k). Deve ser observado
que quanto mais superamostrado estiver o sinal y* (k) maior seré a redundancia entre duas
observacgOes consecutivas.

¢ A fim de quantificar os efeitos causados pela sobreamostragem do sinal y*(k), serdo cal-
culadas as seguintes fungdes de autocovariancia, uma linear e outra ndo-linear:

!Discretizado: Amostragem de um sinal no tempo
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r-(0 =E [ (y' () =y ®) (y'k—1) -y )],
r (1) = E | (y2(k) = y2() (y2(k = 1) = y2(K))| (2.1)

sendo que E[-] indica a esperanca matematica, a barra indica a média com relacéo ao
tempo e ry- (T) r . (T) representam os primeiros minimos das fungdes de autocorrelagdo
linear e ndo-linear, respectivamente. O menor desses minimos passara a ser o valor de
trabalho, ou seja, T;, = MiN(T,-,T,.2r) .

e Deseja-se escolher A de forma que as fungdes de autocovariancia do sinal decimado
y(k) = y*(Ak) satisfagam
10 <71, < 20, (2.2)

sendo que os limites inferior e superior de (2.2) podem ser relaxados para 5 e 25, respec-
tivamente. Mais detalhes deste critério pode ser verificado em Aguirre (2000).

2.2 Sinais de excitacao

Em qualquer processo de identificacdo para se obter bons modelos matematicos € necessario
que o sinal de excitacdo possua caracteristicas de: (i) persisténcia na excitagdo, (ii) excursdo
do sistema em toda a faixa de operacdo que se deseja modelar, (iii) tempo de amostragem
compativel com as constantes de tempo envolvidas.

O sinal de excitacdo ideal deve possuir um amplo espectro de poténcia na faixa de frequéncias
desejadas de forma a conseguir excitar um numero elevado de freqliéncias dominantes. Em
outras palavras, as caracteristicas dindmicas e estaticas que ndo forem excitadas ndo aparecerao
nos dados e 0 que ndo estiver nos dados nao seré identificado.

O sinal de excitacdo escolhido devera provocar variagfes no processo que permitam a coleta de
dados para identificar um modelo que seja capaz de reproduzir as caracteristicas dindmicas e
estaticas necessarias para a aplicacdo desejada.

Sinais aleatorios 2, ou “brancos” sdo comumente escolhidos porque seu espectro de poténcia
estd uniformemente distribuido numa ampla faixa de frequéncias. Porém, sinais aleatorios ndo
sdo necessariamente faceis de serem gerados e utilizados.

2Sinais aleatdrios: Sinais sendo que o valor presente ndo possui nenhuma relagio com valores passados
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Uma classe de sinais largamente utilizada, e que possui caracteristicas semelhantes, sdo 0s
chamados sinais pseudo-aleatorios. Dentre esses, 0s sinais binarios sdo bastante utilizados,
pois sdo faceis de serem gerados. Estes sinais possuem apenas dois valores possiveis, +V e
—V e qualquer mudanca s6 pode ocorrer em intervalos bem definidos t = 0,T,, 2T,, - - -. Este
tipo de sinal é também conhecido como sinais bindrios pseudo-aleatérios (PRBS®).

2.3 Tamanho do conjunto de dados

O comprimento dos dados é a quantidade de amostras que deveréa ser coletada durante o experi-
mento de identificagdo. Quando multiplicado pelo periodo de amostragem determina a duracéo
total do experimento.

A duracdo do experimento devera ser longa o suficiente para que o sinal de entrada consiga
excitar todas as freqiéncias de interesse. Porém, uma dificuldade para determinar o compri-
mento 6timo dos dados é que o modelo real do processo é desconhecido a priori. Desta forma,
a determinacdo do comprimento dos dados fica a critério do projetista. Por outro lado a du-
racdo do experimento deverd ser minimizada com o objetivo de reduzir variacdes indesejadas
no processo e 0 tempo de engenharia necessario para acompanhar o experimento.

2.4 Representaciao Matematica de Modelos Lineares e Nao-
Lineares

Representar um sistema dindmico ou simplesmente um fenémeno fisico, por uma equacao ma-
tematica € algo que muito desperta o interesse de pesquisadores. Com o desenvolvimento de
processos industrias e a necessidade de controla-lo, surgiu também a necessidade do desenvolvi-
mento de modelos que melhor reproduzam sua caracteristicas estaticas e dindmicas (Corréa,
2001).

Dentre as representacdes surgidas nas Ultimas décadas podem-se citar como modelos lineares,
os modelos ARX, ARMAX e de erro na saida e como modelos ndo-lineares, os modelos NAR-
MAX. A definicdo destas representacdes séo demonstradas nas sub-sec¢des a seguir.

3PRBS: Sigla em inglés Pseudo Random Binary Signal.
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2.4.1 Modelo ARX
Considere o seguinte modelo geral:

A@y (k) = %u(k) 1+ @y, 23)

sendo g~ o operador de atraso, de forma que y(k)q~—* = y(k — 1), v(k) ruido branco e A(q),
B(q), C(q), D(q) e F(q) os polindbmios definidos a seguir:

AQ) = T4+a g +--+a,q "™,

B(q) byg ™ + -+ +b,,q7 "™,

C@) = 14+cg 4. +c,07"™,

D(@) = 14+dig+---+d,,q7",

F) = 1+Ffgt+---+F,, 0. (2.4)

O modelo auto-regressivo com entradas externas pode ser obtido a partir do modelo geral (2.3)
tomando-se C(q) = D(q) = F(q) = 1 sendo A(q) e B(q) polindmios arbitrarios:

A(q)y (k) = B(q)u(k) + v(k) (2.5)

Uma vez que o ruido v(k) aparece diretamente na equacdo, o modelo ARX é normalmente
classificado como pertencendo a classe de modelos de erro na equagdo. O modelo (2.5) pode
ser reescrito da seguinte forma:

v = 2@y A (26)

O ruido que aparece adicionado & saida, e(k) = v(k)/A(q), ndo € branco. Nesta representacdo
0 ruido é modelado como um processo branco filtrado por um filtro auto-regressivo, com polos
idénticos aos do processo, que sdo as raizes do polindmio A(q).
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2.4.2 Modelo ARMAX

O modelo auto-regressivo com média movel e entradas externas possui a representacdo mostrada
abaixo:

A(q)y(k) = B(q)u(k) + C(q)v(k) (2.7)
ou alternativamente
v = k) (g
y(k) = H(qu(k) +e(k), (2.8)

sendo e(k) ndo branco e, como no ARX, este modelo é determinado a partir da equacéo geral
(2.3), fazendo os polinémios D(q) = F(q) = 1 e A(q), B(q) e C(q) polindmios arbitrarios.

Nesta estrutura a dinamica do disturbio é representada de forma independente da dindmica do
processo, através da inclusdo do polinémio C(q). A semelhanca do modelo ARX, o modelo
ARMAX pertence a classe de modelos de erro na equacdo. Neste caso o erro € modelado
com um processo de média movel (MA), e o ruido adicionado a saida, e(k), € modelado com
ruido branco filtrado pelo filtro ARMA, C(q)/A(q). Por outro lado, se um modelo ARMAX
A(q) = C(q) = F(q) tal modelo pode ser representado com um modelo de erro na saida.

2.4.3 Representacio Baseada em OE

O modelo erro na saida s&o modelos que podem ser escritos na forma da equacao (2.3), mas
com o polindmio A(q) = 1 4. Sua expressdo é mostrada abaixo:

é determinado a partir da equacdo geral (2.3), fazendo os polindmios A(q) = C(q) = D(q) =1
e B(q) e C(q) polindmios arbitrarios .

4 Alternativamente, pode-se dizer que os modelos do tipo erro na equagéo séo aqueles que as fungdes de trans-
feréncia do processo e do ruido tém polinémio A(q) como fator comum.
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Nesta estrutura 0 modelo descreve somente a dindmica do sistema. Nenhum modelo do distr-
bio é considerado, ou seja, o ruido adicionado a saida € branco.

2.4.4 Representacoes Baseadas em Redes Neurais MLPs

A utilizacao de redes neurais na identificacdo de sistemas dinamicos foi proposta por Narendra
e Parthasarathly [1990].

As redes neurais artificiais inicialmente foram concebidas para mapeamento de funcgdes es-
taticas e reconhecimento de padrées. Com o desenvolvimento da teoria de redes neurais, 0
surgimento de novas redes e o aprimoramento de algoritmos de treinamento, as redes neurais
vém cada vez mais sendo usadas na identificacdo de sistemas dinamicos [Gencay e Liu, 1997;
Henrique et al., 1998].

De uma maneira geral, as redes neurais sdo caracterizadas por sua arquitetura, pelas caracteris-
ticas computacionais de seus neurdnios e pelo algoritmo de treinamento (Henrique et al., 1998).
Outra caracterizacdo de redes neurais diz respeito a direcdo do fluxo de informacéo interna-
mente a rede. Redes nas quais os sinais internos fluem na direcdo da entrada para saida sédo de-
nominadas redes feedforward. Por outro lado, quando ocorre realimentacdo (feedback) interna
na rede, estas sdo denominadas redes recorrentes [Jordan, 1986; Elman, 1990]. Tanto redes
feedforward quando redes recorrentes vém sendo usadas na identificacdo de sistemas [Gencay
e Liu, 1997; Henrique et al., 1998].

2.4.4.1 Redes Feedforward

A Figura 2.2 apresenta a arquitetura basica de uma rede feedforward com n entradas, 1 saida,
1 camada escondida com m neurbnios. Como citado anteriormente, o fluxo de informacao
internamente na rede ocorre sempre da entrada para a saida. A entrada da rede é composta pelo
vetor x que é constituido, no caso de identificacdo de sistemas dindmicos, por valores atrasados
da saida e da entrada.

Para obter uma rede neural que reproduza o comportamento de um sistema qualquer, as seguintes
etapas devem ser cumpridas: (i) escolha do nimero de camadas escondidas, (ii) nimero de
neurdnios em cada camada, (iv) escolha da funcédo de ativacao e (v) treinamento da rede. Esses
fatores determinam a chamada arquitetura da rede.
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Saida
y(k)

Figura 2.2: Rede neural artificial de n entradas, 1 saida e m neurénios na camada escondida

2.4.4.2 Redes Neurais Recorrentes

Outra classe de redes usadas na representacdo de sistemas dinamicos sao as redes recorrentes.
As redes neurais recorrentes sdo redes que possuem uma ou mais conexdes de realimentacao
as quais proporcionam comportamento dinamico a rede. A realimentacdo armazena, indire-
tamente, os valores prévios apresentados a rede, constituindo uma memoria. Existem vérias
arquiteturas de rede recorrentes, cada uma realgcando uma forma especifica de realimentagéo
global:

e Modelo Recorrente de Entrada-Saida - NARX[Narendra e Parthasarathly, 1992].

Modelo de Espaco de Estados (Elman, 1990).

Perceptron de Multiplas Camadas Recorrentes (Puskorius et al., 1996).

Redes de Segunda Ordem (Giles et al., 1990).

Modelo auto-regressivo ndo-linear com média movel e entradas exdgenas - NARMAX
[Narendra e Parthasarathly, 1992].

Todas estas redes incorporam um Perceptron de multiplas camadas estético e exploram a capaci-
dade de mapeamento ndo-linear deste Perceptron de maltiplas camadas. Para esta dissertagcdo
sera utilizado apenas do modelo recorrente de entrada-saida, sendo que mais detalhes desta rede
sdo demonstrados a seguir.

Modelo recorrente de entrada-saida - NARX

O modelo recorrente de entrada-saida possui:
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e uUma Unica entrada que € aplicada a uma memoria de linha de atraso com n, unidades
e uma Unica saida realimentada para a entrada através de uma outra memoria de linha de
atraso com n,, unidades
O contetdo das duas memorias de linha de atraso sdo utilizados para alimentar a camada de

entrada de uma rede Perceptron de mdltiplas camadas.

A figura 2.3 mostra a arquitetura do modelo recorrente de entrada-saida, também conhecido
como modelo ndo-linear auto-regressivo com entradas exogenas (NARX).

y(k-1)

Saida
y (k)

Figura 2.3: Modelo auto-regressivo ndo-linear com entradas exdgenas (NARX)

Modelo auto-regressivo nao-linear com média mével e entradas exogenas (NARMAX)

A estrutura apresentada pelo modelo neural NARMAX se aproxima do modelo NARX, tendo
como maior diferenga a inclusdo do erro e(k) realimentado para a entrada por meio de uma
memoria de linha de atraso com n. unidades.

A figura 2.4 mostra a arquitetura do modelo neural auto-regressivo nao-linear com média movel
e entradas exdgenas.
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Entrada
y(k)

Figura 2.4: Modelo neural auto-regressivo ndo-linear com média mdvel e entradas exdgenas (NAR-
MAX)

2.5 Estimacao de parametros

Frequentemente uma amostra aleatdria de uma varidvel aleatéria X pode ser empregada com o
objetivo de estimar um ou varios parametros desconhecidos associados a distribui¢éo de proba-
bilidade de X.

Considere uma fungéo densidade ° de probabilidade de uma variavel aleatéria X, p(x,8), que
contenha um pardmetro 8 que seja desconhecido. Uma amostra aleatoria (X;,X5, -+ ,X,,) é
entdo selecionada. Baseando-se em dados experimentais, faz-se uma estimativa do valor de 9,
por meio do célculo de alguma estatistica (chamada neste caso de estimador), por exemplo, a
média X da amostra. Diz-se entdo que X = i, .

Embora ndo se espere que a estimativa de um parametro seja igual a ele, deve-se buscar sempre
a melhor aproximacéo possivel entre estes dois valores. Assim, cabem duas questdes:

SFuncéo densidade: E uma funcéo utilizada para representar a distribuicio de probabilidade caso a variavel
aleatoria seja continua
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1. Quiais caracteristicas se deseja que uma boa estimativa apresente?

2. Como se consegue decidir que uma estimativa € melhor que a outra?

Existem algumas propriedades, vistas a seguir, que orientam a escolha das estimativas e esti-
madores.

2.5.1 Propriedades das Estimativas e dos Estimadores

1. Uma estimativa 8 de uma parametro 8 é dita ser ndo tendenciosa se:

~

E®) =0

2. Um estimador é dito ser consistente se a estimativa tende a se aproximar cada vez mais
dos valores da populacédo a medida que o tamanho da amostra aumenta. Ou seja:

~

E(B-0)?) =0

3. O estimador mais eficiente, para 0 mesmo tamanho de amostra, € aquele que tem menor
variancia. Os critérios de imparcialidade (ser ndo tendencioso) e minima variancia nao
podem ser considerados separadamente, porque uma estimativa levemente tendenciosa
com uma pequena variancia pode ser preferivel a uma estimativa ndo tendenciosa mas
com grande variancia.

2.5.2 Polarizacao

A estimacéo de parametros de um modelo linear nos parametros do tipo
Y = PO +e, (2.10)

pode ser obtida por
0 =AY (2.11)

Sendo P a matriz dos regressores, e um ruido e A uma matriz cujos elementos dependem de
alguma maneira dos regressores. Os parametros estimados ndo estardo polarizados se
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E[AY -0 = 0,
E[A(PO +¢)] — O,
— E[AP - 1)© + E[Ae],
— (EJAP] - 1)© + E[Ae] (2.12)

sendo © deterministico. Da equacéo ( 2.12) verifica-se que a polarizagdo seré nula se

e E[AP] =1,
e 0s elementos de A ndo forem correlacionados com o ruido,

e 0 ruido possuir média nula.

A condicdo E[AP] = I é satisfeita por meio da escolha adequada da matriz A. Pode ser demon-
strado que o estimador de minimos quadrados atende a primeira condicdo. As duas ultimas sdo
satisfeitas pelo estimador estendido de minimos quadrados (EMQ).

2.5.3 Estimador de Minimos Quadrados

O método de minimos quadrados é um dos mais conhecidos e mais utilizados nas mais diversas
areas de ciéncia e tecnologia (Aguirre, 2007).

O método dos minimos quadrados é uma técnica de optimizacdo matematica que procura encon-
trar o melhor ajustamento para um conjunto de dados tentando minimizar a soma dos quadrados
das diferencas entre a curva ajustada e os dados (tais diferencas sdo chamadas residuos).

Um requisito implicito para 0 método dos minimos quadrados trabalhar é que os erros em cada
medida sejam distribuidos aleatoriamente com funcdo densidade gaussiana, e que 0s residuos
sejam independentes. O Método dos Minimos Quadrados (MMQ) é um processo de busca dos
coeficientes que minimizam a soma dos quadrados dos residuos. Para tanto, uma das condi¢des
é que a forma escolhida para a equacao seja adequada. O MMQ minimiza a soma dos quadrados
dos residuos.

Seja um problema escrito na forma da equacao abaixo:

Y =PO +&, (2.13)
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O estimador de minimos quadrados é um estimador do tipo © = AY, sendo
A = [PTP]'P7, (2.14)

& € o residuo de modelagem e P a matriz de regressores. Para regressores incluidos na saida
ocorrera polarizacao do estimador de minimos quadrados.

2.5.4 Estimador Estendido de Minimos Quadrados

O estimador estendido de minimos quadrados (EMQ) contorna o problema de polarizacédo
acrescentando a matriz de regressores a parte modelada do ruido. Entdo, a nova matriz de
regressores sera composta por

P* =[PP, (2.15)

sendo P a matriz de regressores que contém os termos de processo, e P, a matriz que contém
os termos de ruido. Dessa forma, garante-se que o estimador serd ndo polarizado e a estimacéo
ndo-polarizada de © sera dada, através de um processo iterativo, por

Na pratica a funcdo que modela a parte deterministica do ruido ndo € conhecida. Porém, tem-se

observado que modelos lineares de ruido com n, entre 10 e 20 sdo suficientes para reducao da
polarizacdo dos estimadores.

Sendo o ruido uma grandeza que ndo pode ser medida, a construcdo da matriz P, é feita com
valores estimados do ruido, determinados por

E(k)i =y — Pz‘*—léf—b (2.17)
sendo que i indica o0 nimero de iteracdes do algoritmo EMQ. No primeiro passo, i = 1 utiliza-
se 0 estimador e minimos quadrados. Em geral com quatro iteracdes, i = 4, é suficiente para se

eliminar a polarizacdo do estimador. Detalhes a respeito de estimadores n&o polarizados podem
ser vistos em Aguirre (2007).

2.6 Meétodos de selecao de estrutura

Um dos aspectos mais importantes na determinacdo da estrutura de um modelo é a escolha da
ordem do modelo. A necessidade de se escolher um valor adequado para a ordem de um mo-
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delo pode ser apreciada verificando-se, que se a ordem usada for menor que a ordem efetiva
do sistema real, 0 modelo ndo possuird a complexidade estrutural necessaria para reproduzir a
dindmica do sistema. Por outro lado, se a ordem do modelo for muito maior do que a necessaria,
a estimacdo de parametros sera provalvemente mal condicionada. Apresenta-se nesta secao al-
guns métodos que, embora ndo desenvolvidos com o objetivo especifico para selecao de ordem,
retornam a estrutura ideal e com ela a ordem.

2.6.1 Métodos Baseados na Razao entre Determinantes

Estes métodos baseiam-se na singularidade de uma matriz de informacéo cujos elementos con-
tém dados sobre a correlacdo entre os sinais de entrada e saida em diferentes instantes de tempo.
A ordem da matriz de informacdo é fungdo da ordem do modelo a ser obtido. Quando a ordem
do modelo é selecionada maior que a do sistema real, a matriz de informac&o torna-se redun-
dante, isto é, tém-se colunas linearmente dependentes causando a singularidade ¢ (Castanho,
1991).

A selecdo da ordem do modelo é feita po meio do célculo do determinante da matriz de infor-
magcao e comparando-o com o de ordem imediatamente superior (n + 1). Quando a razéo entre
os determinantes, DR, apresenta um aumento significativo admite-se, entdo, como n a ordem
mais adequada para 0 modelo.

DR(n) = (2.18)

det(Q(q.n)) '
det(Q)(o,n+ 1)

sendo, Q a matriz de informacdo. Embora, geralmente, ndo seja muito significativa no cal-
culo do determinante da matriz Q, é desejavel que a sele¢do da ordem do polindmio da néo-
linearidade m, seja determinada antes do célculo da DR. Isto pode ser feito através da determi-
nacao da caracteristica estatica do processo e do ajuste de um polindmio para sua representacao.
A ordem escolhida é a menor capaz de representar a nao-linearidade estatica na faixa de opera-
cao de interesse.

2.6.2 Métodos Baseados em Medidas de Informacao
Os métodos baseados em medidas de informacdo sdo 0s mais conhecidos e utilizados na atu-

alidade e se baseiam na utilizacdo de uma férmula matematica que se divide basicamente em
duas parcelas. Uma parcela quantifica a diminuicdo da variancia dos residuos resultante da in-

6Singularidade é geralmente um ponto no qual um dado objeto matematico n&o é definido.
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clusdo de um termo, ao passo que a outra parcela penaliza a inclusdo de cada termo. Sendo que
os diferentes métodos baseados em medidas de informacéo se diferem basicamente em como
ponderar estas duas parcelas. Os mais conhecidos séo:

1. Critério de informacdo Akaike (AIC) (Akaike, 1969)

2. Critério do Erro de Previsdo Final (FPE) (Akaike, 1969)

3. Critério da funcéo de transferéncia autoregressiva (CAT) (Parzen, 1974)
4. Critério de Comprimento Minimo (MDL) (Rissanen, 1978)

5. Critério B de informag&o (BIC) (Akaike, 1977, 1978; Schwartz, 1978)

Critério do Erro de Previsao Final (FPE)

Método desenvolvido por Akaike (1969) consiste, entre modelos pré-determinados, na escolha
daquele que apresente o menor valor de FPE, conforme a funcéo

N+{p+1) .
FPE(n)= ———= 2.19
sendo p 0 nimero de parametros do modelo (considera-se que p = 2n ), N 0 nUmero de amostras
e P, € a variancia estimada do ruido branco de entrada do processo para 0 modelo de ordem p.

Critério de informacao Akaike (AIC)

Outro critério de selecdo sugerido por Akaike (1974), que utiliza a abordagem de maxima
verossimilhanca, sendo conhecido como Akaike Information Criterion (AlIC). Baseia-se na mi-
nimizacg&o do erro entre 0 modelo aproximado e a verdadeira funcao de transferéncia do sistema.
O modelo escolhido como o mais adequado é o que apresenta o menor valor de AIC conforme
a funcéo.
~\ ., 2P

AIC(n) =In(p,) + N (2.20)

O termo 2p representa uma penalidade por utilizar coeficientes AR extras 0s quais ndo resultam

na reducdo da variancia do erro de predicao.

Para valores grandes de N, os critérios AIC e FPE fornecem resultados praticamente idénti-
cos. Segundo Marple (1987), os dois critérios funcionam bem para processos puramente auto-
regressivos, mas nao apresentam resultados confiaveis quando utilizados para estimar a ordem



2.7 Comentarios Finais 21

Otima de sinais reais. Além disso, Kashyap (1980) chamou atencédo para o fato de que o AIC é
estatisticamente inconsistente, uma vez que a probabilidade de erro na escolha da ordem étima
ndo tende a zero a medida que N tende a infinito. Por isso, esse critério tende a sugerir ordens
mais elevadas a medida que se aumenta a duracdo do sinal, assim como o FPE.

Critério de Comprimento Minimo (MDL)

O critério de comprimento minimo de descricdo (MDL, Minimum Description Length), pro-
posto por Rissanen (1978), procura solucionar a inconsisténcia estatistica do AIC de superes-
timar a ordem do modelo quando os trechos analisados tém um nimero grande de amostras, a
funcéo a ser minimizada é fornecida por:

MDL(p) = NIn(p,) + pIn(N) (2.21)

sendo que MDL representa Minimum Description Length. Este método é considerado estatisti-
camente consistente porque o 2° termo da equacéo, p In(N ), aumenta mais rapido com relacéo
a N do que com p.

2.7 Comentarios Finais

Neste capitulo é abordado os diversos conceitos que serdao utilizados nos capitulos seguintes.
Importantes consideragdes sobre representagcdes matematicas de modelos lineares e ndo-lineares
foram realizadas, sendo que uma discursdo mais detalhada é feita sobre as representaces
baseadas em redes neurais MLPs.

No final deste capitulo é demonstrado um breve resumo dos métodos baseados em critério
de informacdo. No capitulo seguinte é demonstrado os resultados da aplicacdo dos métodos
baseados em medidas de informacdo em 3 modelos distintos.



Capitulo 3

Meétodo de Analise dos Autovalores:
Consideracoes Preliminares

Como demonstrado no capitulo anterior, os métodos mais conhecidos e utilizados para selecédo
de ordem de modelos lineares sdo os métodos baseados em critério de informacdo, porém,
estes métodos possuem uma pequena tendéncia de sobredimensionamento. E demonstrado
neste capitulo um procedimento que utiliza 0 Método de Anélise dos Autovalores (MAA) para
diminuir a tendéncia de sobredimensionamento de ordem dos métodos baseados em medidas
de informacéo.

Apresenta-se aqui uma investigagéo da relagéo entre a ordem e autovalores de um modelo linear
discreto. Os resultados desta investigacao possibilitaram a criacdo do MAA.

3.1 Investigacao da relacao entre a ordem e os autovalores do
modelo

Corréa (2001) sugere uma analise dos autovalores do modelo como indicagéo de sobredimen-
sionamento da ordem do mesmo. Em um sistema SISO continuo com taxa de amostragem
adequada, seus autovalores estardo sempre no semicirculo direito e, a existéncia de autovalores
do lado esquerdo pode ser indicativo de sobredimensionamento da ordem do modelo.

Nesta secdo é apresentado um estudo cujo objetivo é demonstrar a relacdo entre os autovalores
com a ordem do modelo. Para realizar este estudo, utiliza-se sistemas representados por funcéo
de transferéncia pulsada (discreta).
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Um sistema linear pode ser representado na forma de funcao de transferéncia ou de espaco de
estado. Os polos sdo obtidos a partir de representacdes na forma de fungédo de transferéncia
e autovalores sdo obtidos a partir das representaces na forma de espaco de estado. Porém, é
importante ressaltar que os polos de uma funcéo de transferéncia correspondem a autovalores
na representacdo de espaco de estado. Nesta dissertacédo, toda referéncia feita para autovalor de
uma funcdo transferéncia estara fazendo referéncia ao autovalor desta funcao de transferéncia
representada na forma de espaco de estado.

3.1.1 Analise matematica do sobredimensionamento

Considere o modelo de segunda ordem descrito pela Equacéo (3.1) como sendo o modelo exato
de um dado sistema,
F(2)

he) = e =)

3.1)

sendo p; e p, os polos do modelo F;(z). Porém, tomando uma estrutura sobredimensionada
conforme a Equagéo (3.2),

F(z) = — — (3.2)

sendo Py, P2 e P3 polos estimados do modelo F,(z), pretende-se verificar o comportamento de
P3, considerando este o pélo sobredimensionado.

Assim, sera considerada a aproximacéo de F;(z) a partir de F,(z), supondo que ambos 0s
modelos sdo estaveis.

F(2) - F(2)
(z—p)(z—p2)  (z—Pu)(z—P2)(z—P3) (3.3)

Expandindo os modelos (3.1) e (3.2) em fragdes parciais, tem-se:

Fy(z) — ___* % (3.4)
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No tempo discreto,

fo(k) = a(p)" + @ (p2)" + as(ps)" (3.5)

sendo a; e a, os residuos do modelo F1(z) e @;, @, e @ os residuos estimados do modelo F;,(z).

Fazendo uma hipdtess que o estimador de parametros estime o valorde p; = ppep, = p2 €
analisando a equacdo no tempo discreto, pode-se perceber que para fazer com que o modelo
(3.2) tenda ao modelo (3.1) é necessario que az(pz)* — 0. Assim,

° a1—>§1,a2—>ﬁge§3—>0;

e cainda > ;= (f3)" — 0

Utilizando-se da Equacdo 3.4 e calculando as pelo método dos residuos, tem-se:

a___ F(p)

3 — 7= =N\~ =
(Ps — P1)(Ps — P2)

Pode-se verificar através da Equacao (3.6) que, um valor de pz negativo, contribui para mini-

mizar as.

(3.6)

Para que 32, (p3)® — 0, em funcéo da variacdo de k é necessario, também, que p3 seja nega-
tivo.

Logo pode-se concluir que pz negativo ou seu autovalor correspondente no lado esquerdo do
plano z leva & minimizagéo da contribuicdo de @z (p3)* em f,(k) (Equacéo (3.5)).

Ressalta-se que, nesta se¢do, 0s modelos descritos pelas equagdes (3.1) e (3.2) foram apresen-
tados no dominio z. Porém, tanto para simulacdo quanto para estimacdo de parametros foram
utilizadas equacdes de diferencas.

Sem perda de generalidade toda analise feita utilizando da representacdo na forma de funcéo de
transferéncia e seus resultados sao os mesmos obtidos para representacdo em espaco de estado.
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3.1.2 Analise a partir de um sistema simulado

Com intuito de obter uma relacéo entre a ordem do modelo e a posicdo dos autovalores € feito
uso de um sistema “real”” representado pela Equacdo (3.7), que possui autovalores iguais a 0,82
e 0,36. A partir da simulacdo da Equacao (3.7) obtém-se um conjunto de dados representado

por [u,y].

y(k) = 1,18y(k — 1) — 0,2952y(k — 2)
—0,25u(k — 1) + e(k). (3.7)

Utilizando o conjunto de dados [u,y], foi identificado um modelo com ordem de uma unidade
superior ao sistema simulado. Para a estimagdo dos parametros foi utilizado do método dos
Minimos Quadrados (MQ) e 100 realizacbes com 200 amostras em cada uma. O modelo esti-
mado terd um autovalor a mais que o sistema simulado.

Utilizando um ruido igual a zero, sinal de entrada aleatério e ordenando os autovalores obtidos
pelo estimador de minimos quadrados, pode-se perceber por meio da Figura 3.1 que os valores
estimados de 0,82 e 0,36 para o primeiro e segundo autovalor, respectivamente, séo iguais aos
autovalores do sistema original.

Em relacédo ao autovalor sobredimensionado, observa-se em todas as realizacbes um valor com
sinal negativo e o seu residuo tendendo a zero.

Para um melhor entendimento da relagdo entre a ordem do modelo e a posic¢éo dos autovalores é
demonstrado na Figura 3.2 uma representacdo gréafica da localizacdo dos autovalores e residuos
no plano z de dois modelos obtidos pelo método MQ utilizando do conjunto de dados [u,y]. A
Figura 3.2(a) representa um modelo com ordem igual a ordem do sistema original e a Figura
3.2(b) representa um modelo com uma unidade de ordem superior. Pode-se verificar que todos
os autovalores da Figura 3.2(a) encontram-se no semicirculo direito, porém, na Figura 3.2(b) o
autovalor sobredimensionado encontra-se no semicirculo esquerdo.

Os resultados com o sistema simulado sugerem que a hipétese levantada é razodvel. Natu-
ralmente, embora ndo identificado, pode existir situacfes que a hipotese ndo seja verdadeira.
Todos os resultados apresentados nesta se¢do corroboram a analise matematica apresentada na
secdo 3.1.1.
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Residuos — al, a2 e a3
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Figura 3.1: Autovalores e residuos estimados pelo Método MQ, sendo p3 0 autovalor sobredimensio-
nado. O eixo das ordenadas representa a quantidade de amostras e 0 eixo das abscissas

representa a faixa de histograma do autovalor ou residuo do modelo estimado.
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Figura 3.2: Autovalores e residuos estimados da Equacdo (3.7) pelo Método MQ. (a) Modelo com ordem
igual a ordem do sistema original (b) Modelo com uma unidade de ordem superior a ordem

do sistema original.
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3.1.3 Robustez ao ruido

Nesta secdo avalia-se 0 que ocorre com os autovalores do modelo estimado quando os dados
de identificacdo estdo contaminados com ruido. Para esta analise 0 modelo (3.7) foi simulado
adicionando um ruido, com distribuicdo de probabilidade teoricamente normal, por meio da
variavel e(k), obtendo-se diferentes valores de SNR. Novamente foram feitas 100 realizaces
com 200 amostras para cada uma delas. Os parametros de um modelo sobredimensionado de
uma ordem foram estimados por meio do MQ.

Os resultados obtidos séo apresentados nas Figuras 3.3 e 3.4, respectivamente para SNR=100 e
SNR=50. Observa-se na Figura 3.3 que apds a adi¢do do ruido, o autovalor sobredimensionado,
em média, tende a zero. Este fato também € verificado na Figura 3.4 quando se tem um valor de
SNR mais baixo, porém nesse caso tem-se um aumento da variancia. Portanto, ndo se observou
na totalidade das realizacdes a estimacao de valor negativo para o autovalor sobredimensionado.

A Figura 3.5 apresenta o resultado para um modelo sobredimensionado na ordem em duas
unidades. Note-se neste caso que o segundo autovalor sobredimensionado tende a um valor
negativo.

Residuos - al, a2 e a3 Autovalores - p1, p2 e p3
30 30

0
-0,445 , X 0,822

30

20

0,195 0,2 0,35 0,36 0,37 0,38
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10

0
-0,01  -0,005 0 0,005 0,01 ) -0,1 0 01 0,2

Figura 3.3: Autovalores e residuos para o modelo (3.7) com SNR igual a 100, sendo p3 0 autovalor
sobredimensionado. O eixo das ordenadas representa a quantidade de realizacfes e 0 eixo
das abscissas representa a faixa de histograma do autovalor ou residuo do modelo estimado.
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Figura 3.4: Autovalores e residuos para 0 modelo (3.7) com SNR igual a 50, sendo p3 0 autovalor so-
bredimensionado. O eixo das ordenadas representa a quantidade de realizacGes e o eixo das

abscissas representa a faixa de histograma do autovalor ou residuo do modelo estimado.
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Figura 3.5: Autovalores e Residuos para 0 modelo (3.7) com SNR igual & 50 e ordem igual a 4, sendo
p3 € p4 0 autovalor sobredimensionado. O eixo das ordenadas representa a quantidade de
realizacGes e 0 eixo das abscissas representa a faixa de histograma do autovalor ou residuo

do modelo estimado.
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Com os resultados obtidos nesta secdo é possivel perceber que quando o modelo (3.7) foi si-
mulado adicionando ruido aos dados de identificacdo, o autovalor sobredimensionado tentara
modelar este ruido. Desta forma, este autovalor na média, tende a zero.

Com os resultados apresentados, conclui-se que o comportamento dos autovalores do modelo
estimado, utilizando dados de identificagdo contaminados com ruido, difere dos resultados a-
presentados na secdo 3.1.2. Neste caso, 0 autovalor sobredimensionado ndo tendera a um valor
negativo e sim a zero. Faz-se necessario o aumento da ordem do modelo simulado em duas
unidades para que se perceba a presenca de um autovalor com tendéncia de valor negativo.

3.2 Procedimento para selecao de ordem de modelos lineares

Por meio da analise matematica do sobredimensionamento de um modelo e anélise das figuras
obtidos na Sec¢do 3.1 é proposto um método que utiliza o principio de anélise dos autovalores
para estimacdo da ordem de modelos lineares.

A seguir o MAA para selecdo de ordem de modelos lineares € descrito:

a) Parte-se do pressuposto que o sistema seja estavel identificado em malha aberta e que o valor
de freqliéncia de amostragem seja adequado, ou seja, 5 a 10 vezes maior que a frequéncia de
interesse contida nos dados. Apos discretizado com um valor de frequéncia de amostragem
adequada os autovalores do sistema original estardo no semicirculo direito do plano discreto
zZ,

b) Utilizar do modelo ARX para identificacdo do processo e incluir os termos candidatos na
seguinte ordem: y(k—1),u(k—1),y(k—2),u(k—2),y(k —3), u(k — 3) e assim por diante;

c) A cada inclusdo de termo, desenvolver a analise dos autovalores no plano z. Quando aparecer
um autovalor no semicirculo esquerdo do plano z sera um indicativo de ordem sobredimen-
sionada;

d) A ordem ase escolher para o modelo serd a ordem na qual todos os autovalores se encontram
no semicirculo direito;

O MAA pode também ser utilizado em conjunto com outros métodos de selecdo de ordem para
modelos lineares, diminuindo uma tendéncia de sobredimensionamento que este método possa
vir apresentar. Para isso:
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a) Utilize do método de selecdo de ordem para obter a ordem do modelo;
b) Apds obtido o resultado utilize do MAA para verificar a posi¢do dos autovalores no plano z;
c) Caso aparecga algum autovalor no semicirculo esquerdo diminua a ordem;

d) A ordem ase escolher para 0 modelo sera a ordem na qual todos os autovalores se encontram
no semicirculo direito;

Na proxima secdo serdo apresentados os resultados do MAA utilizado em conjunto com méto-
dos baseados em critério de informacdo. Nesta dissertacdo utiliza-se, sem perda de generali-
dade, o FPE e MDL.

3.3 Aplicacao do Método de Analise dos Autovalores em Mo-
delos Lineares

Para avaliar o procedimento proposto para selecdo de ordem foram utilizados dados obtidos a
partir da simulagdo dos modelos (3.7), (3.8) e do modelo de erro na saida (3.9). Os resultados
do MAA sdo comparados com FPE e MDL, assim como a utiliza¢do conjunta dos métodos FPE
e MDL com o MAA, respectivamente aqui chamados de FPE-A e MDL-A.

y(k) = 1,2y(k—1)—0,8y(k—2)+0,4y(k — 3)
+u(k = 1) — 0,4u(k — 2) + 0,1u(k — 3)
—u(k —4) +e(k) (3.8)

w(k) = 1,5w(k—1)—0,75w(k —2) —u(k — 1)
y(k) = w(k)+e(k) (3.9)

Uma caracteristica importante a ser analisada € o comportamento do método com a variagdo do
sinal de entrada, pois conforme demonstrado em Feil e colegas [2004] o sinal de entrada tem
um grande impacto sobre a qualidade dos resultados. Portanto, para 0s modelos (3.7) e (3.8)
foi utilizada uma entrada PRBS de 7 bits e 0 Método de MQ para estimacdo dos parametros,
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enquanto que para o modelo (3.9) foi utilizada uma entrada Aleatdria e 0 Método de Minimos
Quadrados Estendido (MQE).

Para poder comparar o desempenho dos diversos métodos na selecdo de ordem dos modelos
(3.7), (3.8) e (3.9) foram realizadas simulagdes variando a quantidade de amostras (N) e o valor
SNR. Os resultados das simulacdes sdo apresentados nas Tabelas (3.1), (3.2) e (3.3).

A Tabela (3.1) apresenta o resultado para a situagcdo em que os dados foram obtidos a partir do
modelo (3.7) de ordem 2, com erro na equacdo. A Tabela (3.2) mostra o resultado para 0 modelo
(3.8) de ordem 3, também com erro na equacdo. Ja a Tabela (3.3) apresenta os resultados para
0 modelo (3.9) de ordem 2, com erro na saida.

Tabela 3.1: Estimagdo da ordem do modelo (3.7) utilizando de uma entrada PRBS de 7 bits

SNR | N | Critério Ordem
1 2 3 4 5
FFE |0 87 13 0 O
MDL [0 97 3 0 O
2000 MAA |0 51 43 6 0
FPE-A |0 94 6 0 O
MDL-A[O0 99 1 0 O
10 FFE [0 88 9 2 1
MDL |0 96 3 1 0
50 | MAA |0 52 38 10 O
FPE-A |2 94 4 0 O
MDL-A|2 98 0 0 O
FFE ([0 89 9 2 0
MDL |0 97 3 0 O
2000 MAA |0 46 45 9 0
FPE-A |0 98 2 0 O
MDL-A [0 100 O 0 O
1 FPE [0 89 11 0 O
MDL |0 95 5 0 O
SO0 | MAA |1 46 47 0 O
FPE-A |2 96 2 0 O
MDL-A[2 97 1 0 O

Por meio da Tabela (3.1), verifica-se que o0 MAA apresentou resultados inferiores ao FPE e
MDL. Neste caso verifica-se que o0 MAA teve uma tendéncia de sobredmensionamento de or-
dem em uma unidade. Os melhores resultados foram obtidos com os métodos FPE-A e MDL-A.
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Na Tabela (3.2) novamente verifica-se que os métodos FPE-A e MDL-A apresentaram de-
sempenho superior ao FPE e MDL. Porém, neste caso o MAA se mostrou mais robusto aos
testes com pequeno numero de amostras. Conforme observado neste capitulo, o MAA apresen-
tou tendéncia em sobreestimar a ordem em uma unidade para os casos de dados com ruido.

Tabela 3.2: Estimagdo da ordem do modelo (3.8) utilizando de uma entrada PRBS de 7 bits

SNR | N | Critério Ordem
1 2 3 4 5
FFE |0 6 14 5 75
MDL |0 14 25 13 48
2000 MAA |0 0 48 38 14
FPE-A |0 6 48 31 15
MDL-A [0 14 54 25 7
10 FPE |0 57 30 9 4
MDL |0 73 16 9 2
S0 | MAA |0 1 39 49 11
FPE-A |0 61 32 7 O
MDL-A |0 76 18 6 0
FPE |0 15 44 19 22
MDL |0 44 47 7 2
200 MAA |0 O 43 49 8
FPE-A |0 15 61 23 1
MDL-A [0 44 51 5 0
1 FPE |0 71 22 6 1
MDL |0 8 13 1 O
S0 | MAA |0 3 57 38 2
FPE-A |0 72 24 4 0
MDL-A [0 8 14 0 O

No caso apresentado na Tabela (3.3), observa-se que, em geral, 0 melhor desempenho obtido
foi o MAA. Novamente o uso conjunto do MAA com FPE e MDL possibilitou uma sensivel
melhoria na estimacdo correta da ordem dos modelos. Embora ndo apresentados, testes com
outros modelos e com diferentes métodos baseados em critério de informacéo, apresentaram
resultados semelhantes.

E importante ressaltar que o MAA no apresentou o mesmo problema dos métodos AIC e FPE
de ser estatisticamente inconsistente para N tendendo ao infinito. Pode-se constatar para 0s
modelos simulados que as variacGes de N influenciaram pouco nos resultados apresentados
pelo MAA.
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Tabela 3.3: Estimacdo da ordem do modelo (3.9) utilizando de uma entrada aleatéria

SNR | N | Critério Ordem
1 2 3

FFE | 5 60 23

MDL | 6 62 24

200 MAA |1 89 10
FPE-A | 6 94 0

MDL-A | 7 93 0

10 FPE |48 37 12

MDL |55 36 8
S0 | MAA | 1 83 16
FPE-A |49 51 0
MDL-A |55 45 0
FPE |33 32 23
MDL |37 35 20
200 MAA | 4 88 8
FPE-A |33 67 O
MDL-A [37 63 0
1 FPE |41 35 19
MDL |46 35 17
50 | MAA | 8 80 12
FPE-A |44 56 0
MDL-A | 47 53 0
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3.4 Comentarios Finais

Foi demonstrado neste capitulo um novo método que utiliza da analise dos autovalores para
selecdo de ordem de modelos lineares. Este método foi nomeado MAA e para a sua criacdo foi
realizada uma analise matematica do sobredimensionamento de um modelo.

Os resultados deste capitulo demonstram que o MAA possui uma tendéncia de sobredimen-
sionar a ordem de modelos lineares em uma unidade. Quando o MAA foi utilizado em conjunto
com os métodos baseados em critérios de informacdo, ele diminuiu a tendéncia de sobredimen-
cionamento de ordem destes métodos. A melhora de desempenho da utilizagdo conjunta do
MAA com os métodos baseados em critérios de informacéo pode ser observada em todos 0s
modelos simulados.



Capitulo 4

Método de Analise dos Autovalores
aplicados a redes neurais recorrentes

Selecdo de ordem de modelos de entrada-saida de sistemas dindmicos € um passo fundamental
no processo de identificacdo de sistemas. Diversos métodos foram criados para modelos line-
ares, contudo, quando o modelo é ndo-linear poucas pesquisas tem sido realizadas (Lin et al.,
1997). Demonstra-se, neste capitulo, a utilizacdo do MAA em modelos neurais recorrentes de
entrada-saida para estimar o numero de atrasos da saida. Como o MAA utiliza de analise dos
autovalores, € demonstrado neste capitulo um procedimento para auxiliar na determinacédo dos
autovalores de redes neurais recorrentes de entrada-saida.

4.1 Autovalores de redes neurais recorrentes de entrada-saida

Quando se faz referéncia a autovalores de redes neurais esta se referindo a autovalores do mo-
delo neural linearizado através do jacobiano, em torno do ponto de operacéo. E demonstrado a
seguir um procedimento para obtencao destes autovalores.

Um modelo NARMAX pode ser representado pela equacéo (4.1):

y(k) = Fly(k=1)y(k—2),--- y(k —ny),
uk —1),---,uk —ny,),
ek —1),--- e(k —n.)] +e(k), (4.1)

sendo que u(k) e y(k) representam, respectivamente, a entrada e a saida nos instantes discre-
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tos k (k =1, 2, ...), e(k) representa um ruido independente néo-observavel, n,, n, e n. séo,
respectivamente, 0s maximos atrasos dos termos da entrada, saida e ruido. Neste trabalho, F
representa uma funcdo ndo-linear mapeada pela rede neural.

O procedimento adotado para obter os autovalores de modelos neurais recorrentes é: (i) re-
presentar o modelo na forma de equacdo de estados, linearizando-o em torno dos pontos fixos
através da matriz jacobiana, (ii) a partir dessa matriz montar a equagdo caracteristica, deter-
minando seus autova-lores em fung@o do ponto de operacdo e, (iii) mapear os autovalores do
modelo discreto no plano z.

Para deduzir a funcdo de autovalores, serd considerada apenas a parte deterministica do modelo
(4.1), ou seja 0 modelo NARX, representado no espago de estados linearizando-o em torno de
cada estado estacionario. Chamando [y(k —n,) y(k—n,+1) ... y(k—2) y(k —1)]" de
vetor de estado, a Equacéo (4.1) pode ser linearizada na forma:

Y(k_ny"‘l) | y(k_ny)
Y(k_ny"‘Z) y(k_ny_'_l)
= Dy +
y(k—1) y(k —2)
Ly L oykk=1)
+ BU(k), 4.2)
sendo,
[ 0 1 0 0
0 o --- 0 0
Dy=1| ¢ & 0, (4.3)
0 0 0 1
Ag Agr -+ Ay Ag ]
__oy(k)
Aa = ay(k —d) 5 (4.4)

e d é o atraso da saida y. Note-se que a expressao de A, é determinada em funcdo da derivada
parcial, avaliada paray = y e u = U, ou seja, no ponto de operagdo. Sendo que y e U represen-
tam o estado estacionario do sistema, pontoemquey(k—1) =y(k—2) = ... =y(k—n,) =y
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euk—1)=uk—-2)=..=uk—n,) =u0.

Com objetivo de se obter uma expressdo geral para A, é utilizado o modelo neural recorrente
ilustrado na Figura 4.1.

N
A

yk-1) ¥ Wy, b

y(k-n))

u(k-1)

Entrada ;

Figura 4.1: Modelo neural recorrente entrada-saida

A saida linear é representado por W, a |, para 0s neurdnios da camada escondida e i, para o
neurénio da saida, devendo este possuir uma funcao de ativacdo linear. Sendo que W,, representa
a saida do neurénio m. As equacdes sao representadas abaixo:

= y(k=Dwy, +y(k—2)wy, + ..+
y(k —nyw, , +u(k — D)wy, + ... +
u(k —ny,)w,,, + by

W = Y(k—=1)w,, +YyKk—2)Ww, +..+
y(k —nyw,, +ulk —1)w,,, +..+
u(k — n,)w,,, +bm

Hs = q)(p'l)wls + .+ q)(p'm)wms (45)
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oy (k / /
A W(_)D = O (H1)Wyy, Wis + o + O (M )Wy, Winas
oy (k , /
Az = W(_)m = q) (IJ]_)WyZlW]_S + ...+ q) (“m)WyZmes
_ ay(k) /
A”y o m o q) (ul)wynlwls + o+ (I) (Um)Wyanms
(4.6)
Parad = 1, - ,n, a Equacdo (4.4) pode ser escrita,
Wy 0 Was
Wydmwms

sendo as raizes da Equacéo (4.8) os autovalores do modelo neural recorrente no ponto de ope-
racédo (0,y).

A AN AN Ay =0, (4.8)

4.2 Procedimento para selecao de atrasos de saida de redes
neurais

No Capitulo 3 foi introduzido o conceito de um novo método para sele¢do de ordem de modelos
lineares, chamado MAA. o0 MAA pode ser, também, utilizado em modelos n&o-lineares. Busca-
se nesse trabalho uma extensdo da aplicagdo do MAA em redes neurais recorrentes. Para isso,
0 procedimento demonstrado na Secéo 3.2 seré aplicado aos modelos neurais recorrentes com
a seguinte observacéo:

e O procedimento devera ser utilizado a um modelo neural recorrente de entrada-saida com
apenas 1 (um) neurénio oculto para a identificacdo do processo.
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Foi observado que a variacdo do nimero de neurdnios influenciou nos resultados apresentados
pelo MAA, ajustando uma outra localizacdo para os autovalores, por este motivo, é sugerido
fixar o numero de neurdnios oculto da rede neural em 1 (um).

Apos utilizado do procedimento para identificacdo do nimero de atrasos da saida do modelo
neural recorrente é necessario realizar o treinamento da rede neural ajustando o nimero de
neuronios escondidos para uma boa capacidade de generalizacdo e validacdo adequada do mo-
delo.

4.3 Consideracoes Finais

Neste capitulo, um procedimento para determinacdo de autovalores de modelos neurais recor-
rentes de entrada-saida foi discutido, com o objetivo de possibilitar a utilizacdo do MAA na
selecdo do nimero de atrasos de saida. No proximo capitulo sera aplicado o procedimento aqui
proposto.



Capitulo 5

Aplicacao do método de analise dos
autovalores para modelos neurais
recorrentes de entrada-saida

S&o poucos os procedimentos que tratam da selecdo de atraso em redes neurais, no geral o atraso
é definido de forma empirica. O método apresentado nesta dissertacdo tem como principal
objetivo a selecdo de atraso de modelos ndo-lineares, incluindo as redes neurais. Para analisar a
eficiéncia do MAA na selecdo de atraso em redes neurais serdo utilizados, neste capitulo, dois
sistemas, sendo um sistema simulado e outro real. O objetivo é demonstrar a eficiéncia do MAA
na selecdo de atrasos de saida em modelos neurais recorrentes. Por meio dos sistemas simulados
sdo analisados a robustez do método a presenca de ruidos nos dados e a capacidade de recuperar
a posicéo dos autovalores usando a representacdo neural. Por meio do sistema real busca-se
demonstrar a utilizacdo pratica do método em dados coletados a partir do funcionamento de
uma planta didatica.

Em aplicacOes reais geralmente as saidas dos sistemas sdo contaminadas por algum tipo de
ruido. Para reduzir o efeito do ruido no treinamento da rede neural é utilizado a representacéo
NARMAX, demonstrado na Figura 2.4.

Em todos os dois casos é utilizado procedimento de identificacdo caixa-preta, ou seja, a rede
neural é treinada a partir de dados de entrada e saida. Para sele¢do de ordem dos modelos foi
utilizada de uma rede neural MLP NARMAX com a seguinte estrutura:

e A rede neural possui duas camadas de neurdnios;
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e O numero de neurbnios da primeira camada (escondida) foi fixada em 1 (conforme su-
gerido pelo procedimento) e a funcdo de ativacdo utilizada é a tangente hiperbdlica;

e Para a segunda camada (saida) o nimero de neurdnios foi fixado em 1 com a func¢éo de
ativacao linear;

e Para treinamento da rede neural foi utilizado da fungdo que utiliza o algoritmo gradiente
conjugado escalonado;

Para esta dissertacdo a escolha de n. ndo € critico e pode ser escolhido um valor suficiente para
garantir que os residuos sejam brancos. Para todos as simulagdes realizadas observou-se que
valores de n, = 10 é o suficiente.

5.1 Aplicacao do MAA em dados obtidos a partir de um caso
teorico simulado

Nesta secdo é apresentado o desempenho do MAA na selegdo de atrasos de modelos neurais
utilizando de um sistema tedrico simulado. Investiga-se também o efeito de ruido aditivo. O
sistema tedrico simulado é um sistema de primeira ordem representado por Haber e colegas
[1990]:

d
[1+au(t)]d—’t’ Ly(t) —u(t) =0, (5.1)
ou seja, um sistema cujo ganho é constante e a constante de tempo varia com o ponto de ope-
racdo na seguinte forma t(u) = 1 + au. A Equacdo (5.1) foi simulada com a = 0,5, gerando

massas de dados para identificacdo e para validacao.

A partir da massa de dados gerada para identificacdo, originou-se mais duas massas de dados,
sendo que nestas duas ultimas foi adicionado ruido, simulando erro de medi¢do. Entdo, para o
processo de estimacdo de parametros sera usado: (i) Massa de dados dad_ctv1 - sinal com ruido
adicionado y, (k) = y(k)+ L $endo que [Hossui distribuicdo gaussiana de média zero e variancia
02 = 0,01; (ii) Massa de dados dad_ctv2 - sinal com ruido adicionado ys(k) = y(k) + [ bendo
que [dossui distribuicdo gaussiana de média zero e variancia 6? = 0,05. Desta forma, verificou-
se o efeito do ruido na estimacdo de parametros. Trechos dos sinais usados na identificacdo
estdo apresentados nas figuras 5.1 e 5.2, sendo que os dados apresentados na Figura 5.1 foram
utilizadas para treinamento da rede neural e os dados apresentados na Figura 5.2 utilizados para
validacéo.



41

5.1 Aplicagdo do MAA em dados obtidos a partir de um caso tedrico simulado
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Figura 5.1: Dados de identificacdo simulados a partir da equacdo (5.1) utilizados para treinamento da

rede neural. (a) Dados dad_ctvl e (b) dados dad_ctv?2.
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lados a partir da equacéo (5.1) utilizados para validacéo da rede

a0 simu

Figura 5.2: Dados de identificac

neural. (a) Dados dad_ctvli e (b) dados dad_ctv2.
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Como pode ser observado, a entrada possui amplitude aleatdria, excursionando o sistema em
toda a sua faixa de operacdo com duracdo de cada patamar também aleatério. O tempo de
amostragem usado foi 0,1 segundos e a massa de dados total possui 2000 amostras, sendo que
1500 amostras foram utilizadas para treinamento da rede neural e o restante para validacao.

Com os dados de treinamento dad_ctv1 e dad_ctv2 foi utilizado do MAA para estimar o nimero
de atraso de saida (n,) dos modelos neurais obtidos. O valor estimado pelo MAA foin, = 1
em ambos o0s casos. Esta conclusdo pode ser obtido analisando as Figuras 5.3 e 5.4.

As Figuras 5.3(a) e 5.4(a) demonstram os autovalores de modelos neurais, utilizando n, = 1
e massa de dados dad_ctvl e dad_ctv2, respectivamente. Todos os autovalores destes modelo
encontram-se no semicirculo direito do plano z. Ap6s incluir um termo de atraso de saida e
desenvolver a analise dos autovalores no plano z, os novos resultados sdao demonstrados nas
Figuras 5.3(b) e 5.4(b), na qual apresentam 1 autovalor no semicirculo esquerdo do plano z.

Com os resultados apresentados nas Figuras 5.3 e 5.4 é possivel perceber que o MAA selecionou
corretamente o numero de atrasos de saida da rede neural, pois o valor de n, da Equacéo (5.1)
é igual a 1, o mesmo obtido pelo MAA.

Apos obtido n, é necessario realizar o treinamento da rede neural ajustando o nimero de
neurdnios escondidos para obter a estrutura de rede neural com uma boa capacidade de ge-
neralizacao e validacdo adequada do modelo.

(b)

Parte Imaginaria
Parte Imaginaria

0 \ § 0
Parte Real Parte Real

Figura 5.3: Autovalores de modelos neurais NARMAX utilizando massa de dados dad_ctvi. (2) Modelo
neural com n, = 1, todos os autovalores encontram-se no semicirculo direito do plano z (b)
Modelo neural com n,, = 2, possui 1 autovalor no semicirculo esquerdo do plano z
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Parte Imaginaria
Parte Imaginaria

Parte Real Parte Real

Figura 5.4: Autovalores de modelos neurais NARMAX utilizando massa de dados dad_ctv2. (a) Modelo
neural com n,, = 1, todos os autovalores encontram-se no semicirculo direito do plano z (b)
Modelo neural com n,, = 2, possui 1 autovalor no semicirculo esquerdo do plano z

Com intuito de obter a estrutura da rede neural que possibilita aproximar o comportamento
dindmico observado nos dados gerados pela Equacdo (5.1) foram utilizados diversas redes neu-
rais e comparado com o valor RMSE, apresentados na Tabela (5.1). Por meio do RMSE, pode-se
constatar que os melhores modelos obtidos foram os que utilizam n, = 1.

Para o célculo do RMSE, foram utilizados dados de valida¢do e comparado com os valores de
predicdo livre obtidos pela rede neural. Foram variados o numero de neurénios (nn) e o nUmero
de atraso de saida (n,). O nimero de atraso de entrada (n,,) foi fixado em 1.

Tabela 5.1: Valor RMSE variando o n,,, nn e os dados de validagéo do caso tedrico simulado

Dados | n, nn
2 3 4 5

0,4827 0,4198 0,4300 0,4650
0,4836 0,4624 0,4848 0,5120
0,5710 0,5310 0,5760 0,5990
0,4819 0,4810 0,4006 0,4720
0,4088 10,4768 0,4364 0,4928
0,5780 0,5608 0,5540 0,5860

dad_ctvl

dad_ctv2

WNRFRPWN -

Para a massa de dados dad_ctvI a rede neural que mais se aproximou dos dados de validacdo
possui nn = 3 e n, = 1. Para a massa de dados dad_ctv2 foi obtidonn =4en, = 1.
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Para verificar a eficiéncia da rede neural na estimacao de parametros, foi observado o comporta-
mento no grafico da constante de tempo em funcdo do ponto de operacdo para as redes neurais
que obtiveram menor valor RMSE. O resultado é demonstrado nas figuras 5.5(a) e 5.5(b), na
qual apresentam graficamente uma comparacdao dos valores obtidos pelo sistema simulado e
pelas redes neurais.

(a) Massa de dados dad_ctvi

35

w

Constante de Tempo
N
v

N

15

I I I I I
0,5 1 15 2 2,5 3 35 4 4,5 5
Ponto de Operacdo

05 I I I I
0

(b) Massa de dados dad_ctv2

3.5

25} . ]

Constatnte de Tempo
N
T
A\

05 I I I I I I I I I
0 0,5 1 15 2 2,5 3 3,5 4 4,5 5

Ponto de Operagao

Figura 5.5: Gréfico da contante de tempo em fun¢do do ponto de operacdo dos modelos neurais obtidos
apartir da simulacéo da equagdo (5.1). (- -)Sistema simulado (-)Modelos neurais.

Analisando as figuras 5.5(a) e 5.5(b), pode-se concluir que a rede neural conseguiu recuperar de
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forma satisfatdria a constante de tempo dos dados dad_ctvl e dad_ctv2, pois ndo foi observado
diferenca significativa nos valores de constante de tempo obtidos através do sistema simulado
com os valores de constante de tempo estimados pela rede neural. E importante ressaltar que o
aumento do ruido ocasionou em afastamento na curva da constante de tempo. Esse afastamento
pode ser explicado analisando a Figura 5.6, onde demonstra poucos dados contidos entre 0s
valores 4,5 e 5.

300

250

200

150

100

50

0
0 0,5 1 15 2 2,5 3 3,5 4 4,5 5

Figura 5.6: Histograma do sinal de entrada «(t) dos dados de identificagdo da massa de dados dad_ctv2

A seguir sdo demonstrados os resultados da predigéo livre das redes neurais que apresentaram
menor valor RMSE. Os resultados apresentados confirmam a eficiéncia do MAA na escolha
correta de n,. Através das figuras 5.7(a) e 5.7(b) pode-se verificar que as duas redes neurais
escolhidas ajustaram adequadamente o comportamento observado pelos dados de validag&o.
Para este exemplo conclui-se que 0 MAA selecionou corretamente o valor real de n,,.

Embora ndo apresentados nesta dissertacao, testes com outros dados obtidos a partir de casos
tedricos simulados obtiveram resultados semelhantes.
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Predigéao livre
T

P

L n n n n n n it il
(a) o 50 100 150 200 250 300 350 400 as50 500

Predicao livre
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(b) o 50 100 150 200 250 300 350 400 450 500

Figura 5.7: Predicéo livre utilizando modelo neural NARMAX. (a) dados dad_ctvl, nn = 3, n, = 1€
n, = 1 e (b) dados dad_ctv2, nn = 4,n, = 1en, = 1.

5.2 Aplicacao do MAA em dados obtidos a partir de um pro-
cesso térmico

Com o objetivo de verificar o desempenho do MAA a partir de dados reais € utilizado nesta
secao dados de um processo térmico que se refere a um forno elétrico do Laboratério de Con-
trole de Processos Industriais (LCPI) do centro de Pesquisa e Desenvolvimento em Engenharia
Elétrica (CPDEE) (Abreu, 1993). Essa é uma caixa metalica com dimensfes 15x10x31 cm,
construido a partir de uma chapa de aluminio com espessura igual a 2 mm. O elemento de
aquecimento interno é uma lampada elétrica de 200 W. O forno néo € isolado termicamente, de
modo que variagdes na temperatura ambiente afetam o seu comportamento dindmico.

Os dados usados na identificacdo dos modelos aqui apresentados séo: Figura 5.8 - respostas ao
ruido quantizado e Figura 5.9 - respostas ao degrau.
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Figura 5.8: Resposta aos ruido quantizado de um Processo Térmico. Eixo-x sdo as amostras. Linha
continua é a entrada e a tracejada é a temperatura de saida, ambos normalizados de 0 a
100%. (a) Massa de dados frq1 e (b) massa de dados frq2
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Figura 5.9: Resposta ao degrau de um Processo Térmico. Eixo-x sdo as amostras. Linha continua é a
entrada e a tracejada é a temperatura de saida, ambos normalizados de 0 a 100%. (a) Massa

de dados fd1 e (b) massa de dados fd2

O sinal de saida é a temperatura da superficie externa do forno, normalizado em relacdo a uma
temperatura maxima possivel e a entrada € o sinal que define a tensdo aplicada ao comando de
um controlador que controla a poténcia média fornecida a ldmpada. O intervalo de amostragem
utilizado foi de T, = 210s e o0 eixo x na figura, indica 0 nimero de amostras. A figura 5.9



5.2 Aplicagcdo do MAA em dados obtidos a partir de um processo térmico 48

revela que o forno possui constante de tempo de aquecimento diferente da constante de tempo
de resfriamento.

Outra caracteristica observada nas massas de dados fd1 e fd2 relatada em Fernandes (2006),
é o lento e continuo aumento da temperatura da saida do sistema enquanto o sinal de controle
é mantido constante, intervalo 25 < k < 40. Este fato mostra que o sistema possui duas
constantes de tempo de aquecimento, uma rapida e outra lenta.

Outra observacao importante diz respeito a regido excitada por cada massa de dados. Na massa
de dados frql a temperatura do sistema oscila entre 50 e 70% do valor normalizado, em fd1
esta entre 30 a 50%, em fd2 entre 70 a 80% e em frg2 esta entre 60 a 75%. Esta observacédo é
importante, pois a massa de dados frq1 foi utilizada para identificagdo dos modelos e as demais
massas de dados foram utilizadas na validacdo dindmica dos mesmaos.

Utilizando do MAA para estimar o nimero de atrasos da saida de um modelo neural, através da
massa de dados frql, obtém-se n, = 2. Esta conclusdo pode ser obtida através da analise da
Figura 5.10. A Figura 5.10(a) mostra os autovalores de um modelo neural utilizando n, = 2,
todos os autovalores deste modelo encontram-se no semicirculo direito do plano z. Apos in-
cluir um termo de atraso de saida e desenvolver a anélise dos autovalores no plano z, 0 novo
resultado é mostrado na Figura 5.10(b). Este modelo apresenta autovalor no semicirculo es-
querdo do plano z e conforme o MAA este é um indicativo de nimero de atrasos de saida
sobredimensionado.

Figura 5.10: Autovalores de modelos neurais recorrentes utilizando da massa de dados frq1. (a) Modelo
neural com n, = 2. Todos os autovalores encontram-se no semicirculo direito do plano z
(b) Modelo neural com n,, = 3. Possui autovalor no semicirculo esquerdo do plano z.
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Ajustando o nimero de neurdnios escondidos e utilizando dos dados de validacdo pode-se cons-
tatar que os melhores modelos obtidos foram os que utilizam 2 atrasos de saida. Esta afirmacéo
pode ser comprovada pelos valores RMSE, apresentados na Tabela (5.2). Os menores valores
de RMSE, destacados em negrito, s@o para redes neurais NARMAX que utilizam de 2 atrasos
de saida.

Para o célculo do RMSE, foram utilizados valores da saida na predic&o livre do modelo neural
recorrente de entrada-saida, variando nn, n, e os dados de validag&o. O valor n,, foi fixado em
1.

Tabela 5.2: Valor RMSE variando o n,,, nn € os dados de validagéo do processo termico

Dados | n, nn
1 2 4 8
1 ]0,5154 05546 0,6305 0,6452
frq2 | 2 | 0,3836 0,6635 0,6722 0,6904
3 |0,4526 0,5918 0,6208 0,6408
10,4281 0,8298 0,9104 0,9950
fdl | 2 10,2178 0,8914 10,9905 1,124
3104600 1,1851 1,212 1,345
1109285 09768 0,9912 1,038
fd2 | 2 /08982 0,8852 0,9608 1,008
3109768 1,003 1,108 1,320

Consultando a Tabela (5.2) pode-se verificar que para os dados frq2 e fdl as redes neurais que
apresentaram menor valor RMSE foram as que continham nn = 1 e n, = 2 e para os dados fd2
foi a rede neural comnn =2en, = 2.

No geral a rede neural que mais se aproximou dos dados de validacdo foi a rede que possui
nn = 1 e n, = 2. Para analisar o desempenho desta rede neural foi realizada a predicéo livre e
0 resultado é mostrado na Figura 5.11. Para a figura 5.11(a) utilizou-se dos dados frq1, dados
utilizados para treinamento, e para as Figuras 5.11(b), 5.11(c) e 5.11(d) utilizou-se os dados
frg2, fdl e fd2, respectivamente.
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Figura 5.11: Predicdo livre utilizando de um modelo neural recorrente com nn = 1, n, = 2en, = 1.
(a) massa de dados frql (b) massa de dados frq2 (c) massa de dados fdl1 (d) massa de
dados fd2.

Nota-se que as tendéncias das predi¢des livres apresentadas nas Figuras 5.11(a), 5.11(b), 5.11(c)
e 5.11(d) foram seguidas, porém & possivel perceber um problema de ponto fixo nas Figuras
5.11(b) e 5.11(d). Uma explicacdo deste fato deve-se ao baixo nimero de padrées dos dados de
treinamento.

Para este exemplo conclui-se que o MAA apresentou uma boa aproximacao do valor real de
n, € embora ndo apresentados nesta dissertacdo, testes com outros dados obtidos a partir de
sistemas reais obtiveram resultados semelhantes.
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5.3 Consideracoes Finais

Neste capitulo, é demonstrado o desempenho do MAA utilizando de dados obtidos a partir
de dados obtidos por um caso tedrico simulado e de dados um processo térmico. O processo
térmico em questdo, se refere a um forno elétrico do Laboratério de Controle de Processos
Industriais (LCPI) do centro de Pesquisa e Desenvolvimento em Engenharia Elétrica (CPDEE).

Os resultados deste capitulo demonstram que o MAA é uma ferramenta eficaz no processo
de selecdo de atrasos de saida de modelos neurais recorrentes entrada-saida. Resultados sa-
tisfatorios foram obtidos e demonstrados tanto para dados obtidos pelo caso tedrico simulado
quanto para dados obtidos de um processo térmico.

De uma maneira geral, pode-se afirmar que o MAA se mostrou bastante eficiente e sua utilizagéo
pode ser de grande ajuda na determinacdo da estrutura de um modelo neural.



Capitulo 6

Conclusao

Apresentou-se um novo critério de selecdo de ordem chamado MAA. Este utiliza da analise dos
autovalores para selecdo de ordem de modelos lineares e ndo-lineares.

Para modelos lineares pode-se verificar que através da utilizacdo conjunta do FPE e MDL com o
MAA foi possivel melhorar os resultados obtidos pelos métodos FPE e MDL. A utilizacdo con-
junta do FPE e MDL com MAA, aqui chamados FPE-M e MDL-M respectivamente, diminui
a tendéncia do sobredimensionamento de ordem dos modelos apresentados pelos metodos FPE
e MDL em algumas realizacdes. Em todas as simulagdes pode-se observar que os resultados
apresentados pelo FPE-M e MDL-M s&o superiores aos apresentados pelo FPE e MDL.

Para modelos ndo-lineares, representado nesse trabalho por modelos neurais recorrentes, pode-
se observar que para dados obtidos a partir de um caso teérico simulado o MAA apresentou
bom resultado. Os modelos neurais que melhor se aproximaram aos dados foram os que uti-
lizaram o nimero de atrasos de saida estimados pelo MAA. Resultado satisfatério foi, também,
obtido utilizando dados de um processo térmico. Nesse caso, 0 MAA selecionou corretamente
0 nimero de atrasos de saida.

Pelos resultados apresentados pode-se afirmar que o MAA ¢é uma ferramenta de simples apli-
cacdo e que pode desempenhar um importante papel na selecdo de ordem de modelo linear e
n&o-linear.

6.1 Sugestoes para trabalhos futuros

Como propostas de trabalhos futuros destacam-se:
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1. Aperfeigcoar o MAA na estimacdo de ordem em modelos lineares de forma a fazer com
que ndo haja a necessidade de utilizacdo conjunta de um segundo método para a obtencéo
de resultados melhores do que os apresentados pelos métodos baseados em critério de
informacao;

2. Verificar para a rede neural se, além do numero de atrasos de saida, é possivel obter
alguma outra relagdo da analise dos autovalores com a estrutura da rede neural, como por
exemplo o numero de neurdnios;

3. Utilizar o MAA para selecdo de ordem de outros modelos ndo-lineares, além das redes
neurais, e analisar a eficiéncia do método.
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